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Makine Ogrenmesi teknikleri, giinimiizde birgok alanda
kullanilmakta olup veri yiginlarini simflandirmaya ve tahmine
dayali analizler ile veriden faydali bilgiler ¢ikarmamiza olanak
saglamaktadir. Gelisen teknoloji ile saglik alaninda kayit altina
alinan veri sayisinda ciddi artiglar yasanmaktadir. Saglik sektoriinde
olusan veri yigmlarinin makine &grenmesi yontemleri ile analiz
edilerek yorumlanmasi, birgok hastaligin erken teshisinde 6nem arz
etmektedir. Bu ¢alismada Kardiyovaskiiler Hastalhigin erken
teshisine katki saglamak igin makine 6grenmesi algoritmalar ile
¢aligmada kullanilan veriler tizerinde en basarili siniflandirma
tahminini yapan algoritmaya ulasmak hedeflenmistir. Naive Bayes,
Lojistik Regresyon, Rastgele Orman, K-En Yakin Komsu ve Destek
Vektor Makineleri olmak tizere bes farkli makine 6grenmesi
yontemi kullanilarak performanslari karsilagtirilmistir. En basarili
performansi veren yontem tespit edilmistir. Olasi bir kalp hastalig
tahmini {izerine yapilacak olan ¢alismalar i¢in makine 6grenmesi
algoritmalarindan analize uygun yontem sec¢iminde fikir vermek
amaglanmistir. Ayni zamanda, saglik alaninda yapilacak olan
benzer ¢alismalarin giincel tutulmasi hastaligin erken teshisine ve
tedavisine katki saglayabilmektedir.
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Abstract

Machine learning techniques are used in many fields nowadays and
allow us to classify data piles and extract useful information from
data with predictive analysis. With developing technology, there is
a significant increase in the number of recorded data in the field of
health. With the machine learning methods, analysing and
interpreting the data stacks in the field of health is important for the
early diagnosis of many diseases. In this study, it is aimed to reach
the algorithm that makes the most successful classification
prediction on the data used in the study with machine learning
algorithms in order to contribute to the early diagnosis of
Cardiovascular Disease. The performances were compared by using
five different machine learning methods; Naive Bayes, Logistic
Regression, Random Forest, K-Nearest Neighbor and Support
Vector Machines. The method that gives the most successful
estimation performance has been determined. It is aimed to give an
idea in the selection of the appropriate method from machine
learning algorithms for the studies to be made on the prediction of a
possible heart disease. At the same time, keeping up-to-date similar
studies in the field of health can contribute to the early diagnosis and
treatment of the disease.

Keywords: Cardiovascular disease, classification algorithms,
machine learning.
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1. GIRIS

Gliniimiizde insanlar1 birgok alanda etkisi altina alan ve hizla gelisen teknoloji ile yaganan veri
birikimi makineler sayesinde depolanmaktadir. Kayit altina alinan bu veri yiginlari ¢esitli makine
O0grenmesi algoritmalari kullanilarak analiz edilebilir. Verilerin siniflandirilmasi ve analiz edilmesi
hem insanlara kolaylik saglamaktadir hem de ileriye doniik gii¢lii tahminlerde bulunulmasinda
yardimct olmaktadir. Makine 6grenmesi algoritmalarinin kullanimi, saglik alaninda ozellikle
kanser ya da kalp krizi gibi baz1 6liimciil hastaliklarin tahmin ¢alismalarinda erken teshis ve
iyilesme siirecine erken gecisin saglanmasi adina oldukca énemlidir. Oliimciil hastaliklar, birgok
farkli faktore bagli olarak geliserek insanlarin hayatini tehdit altina almaktadir. Makine 6grenmesi
algoritmalar1 hastaliklara etki eden risk faktorlerini degerlendirerek, bireylerin tasidigi risk
faktorlerini tespit eder ve hastaligin erken teshisini tahmin etmemizi saglamaktadir.

Uzun yillardir kiiresel ¢apta 6liimciil hastaliklarin birinci sirasinda yer alan hastalik tiirii olan
Kardiyovaskiiler Hastaliklardan (KVH) her yil milyonlarca insan hayatini kaybetmektedir. Diinya
Saglik Orgiitii (WHO, World Health Organization) verilerine gére hayatini kaybeden insanlarin
cogunlugunun 6liim nedenleri kalp krizi veya inme gibi ani gelisen hastaliklar ile gergeklesmistir
(WHO, 2021). Kiiresel olarak tiim insanlar1 tehdit eden bu hastaligin tahmininde makine
Ogrenmesi algoritmalari kullanmak, saglik alaninda tedavi c¢alismalarinin hizlanmasina ve
gelismesine biiyiik katk: saglayacaktir.

Bu calismada Kardiyovaskiiler Hastaligin tanimi, 6nemi ve risk faktorleri ele alinmistir. Makine
O0grenmesi kavraminin tarihsel gelisimi, literatiirdeki yeri, tiirleri, asamalart ve model basari
Olciitleri sirastyla detayli olarak aciklanmistir. Calismanin devaminda ele alinan verilerin
analizinde kullanilacak makine 6grenmesi siniflandirma algoritmalar1 teorik ve uygulamali olarak
aciklanmaya caligilmistir. Uygulanan yontemlere ait bulgular degerlendirilerek, basari
performanslari karsilastirilmigtir. Sonuglar dogrultusunda, bu alanda yapilacak olan galismalarda
kullanilan yontemlerin fikir olusturmasi ve hastalik tanisi i¢in bir tahmin iiretme modeli kurulmasi
amaclanmustir.

2. LITERATUR INCELEMESI

Her y1l kiiresel olan biiyiik can kayiplarina sebep olan Kardiyovaskiiler Hastaliklar iizerine yapilan
caligmalarin artmasi ve giincel kalmasi saglik alaninda biiyiik 6nem arz etmektedir. Hastaliklarin
teshisi caligmalarinda makine 6grenmesi siniflandirma yontemleri sik¢a kullanilmaktadir.

Literatlirde, kalp hastaliklarin1 etkileyen faktorler {izerine yapilan ¢alismalar ve kalp hastaligi
tahmininde makine 6grenmesi algoritmalarinin karsilastirilmasina dayanan bazi giincel ¢caligmalar
incelenmistir.

Erkus (2015) tarafindan yapilan “Veri Madenciligi Yontemleri Ile Kardiyovaskiiler Hastalik
Tahmini Yapilmas1” adli tez ¢alismasinda kalp ve damar hastaliklarinin erken teshisine katki
saglamak adina veri madenciligi yontemleri kullanarak performans karsilastirmalar1 yapmistir.
Calismasinda kullandig1 veri setindeki 604 hastanin 297°si KVH tanis1 konulmus, 307’si KVH
tanis1 konulmamus hastalardan olusmaktadir. Istatistiksel gruplama teknigini kullanarak 3 ayri veri
kiimesi olusturmustur ve her birinin iizerinde ayr1 ayri degerlendirmeler yapmistir. Model
performansint arttirmak adma nitelik se¢me yontemlerinden yararlanmistir. Kullandigi
siiflandirict veri madenciligi yontemlerinden Hidden Naive Bayes (HNB) algoritmasi %84,8
basari1 orant ile en iyi performansi verdigi sonucuna ulasilmistir.

Cilhoroz ve Cilhoroz (2021) tarafindan yapilan “Kardiyovaskiiler Hastaliklara Bagli Oliimleri
Etkileyen Faktorlerin Belirlemesi: OECD Ulkeleri Uzerinde Bir Arastirma” adli ¢alismalarinda,
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Ekonomik Kalkinma ve Isbirligi Orgiitii (OECD) veri tabani iizerinden alinan veriler ile
kardiyovaskiiler hastaliklara bagli 6liimleri etkileyen faktorler incelenmek istenmistir. Calismada
En Kiiciik Kareler (EKK) yontemi kullanilmistir. Calisma sonucunda sigara igme ve alkol
kullanimi zararli aligkanliklarinin KVH’a bagl 6liimler iizerinde pozitif etkileri oldugu tespit
edilmistir.

Kim ve ark. (2021) tarafindan hazirlanan “Makine Ogrenimi Tabanli Kardiyovaskiiler Hastalik
Tahmini Modeli: Kore Ulusal Saglik Sigortast Hizmeti Verileri Uzerine Bir Kohort Calismas1”
adli calismada National Health Insurance Service (Ulusal Saglik Sigortas1 Hizmeti, NHIS) saglik
taramasi veri setine en iyl tahmin modeli kuran makine 6grenmesi algoritmasini bulmak amaciyla
Lojistik Regresyon, K-En Yakin Komsu, Karar Agaglari, Rastgele Orman, Ekstra Agaglar,
XGBoosting, Gradyan Arttirma, AdaBoost, Destek Vektor Makineleri ve Cok Katmanl
Algilayicilar yontemlerini uygulamislardir. Cikan sonuglara gore tiim tahmin modelleri sonuglari
performans Olgiitlerine gore karsilastirmislardir ve XGBoosting, Gradient Boosting ve Rastgele
Orman algoritmalari ile en 1yi tahmin modeli kuruldugu sonucuna varilmistir.

3. MAKINE OGRENMESI SINIFLANDIRMA YONTEMLERI

Siniflandirma yontemleri denetimli makine 6grenmesi yontemlerinden olup, veri seti igerisinde
kategorik yapida bagimli degiskenin bulundugu problemlerde kullanilabilmektedir. Siniflandirma
problemlerinde kullanilabilecek bir¢ok simiflandirma algoritmasinin bulunmasi ve problem
tizerinde farkli tekniklerin test edilerek karsilastirilmasi ile dogruluk orani en yiiksek sonuca
ulasilabilir. Bu amag¢ dogrultusunda ¢alisma kapsaminda siniflandirma algoritmalarindan Lojistik
Regresyon, Naive Bayes, Rastgele Orman, K-En Yakin Komsu ve Destek Vektér Makineleri
olmak tizere 5 farkli yontem uygulanmis ve performans karsilagtirilmalart yapilmistir. Caligmada
kullanilan algoritmalar kisaca agiklanmistir.

3.1. Lojistik Regresyon Analizi

Lojistik regresyon analizinde amag, her bir girdi degiskeninin ¢ikti1 degiskenindeki hangi gruba
atanacagini belirlemek icin dogrusal bir regresyon modeli olusturmaktir. Algoritma siiflandirma
islemini gerceklestirirken bagimli ve bagimsiz degiskenler arasindaki iligkiyi inceler. Lojistik
regresyon analizinin uygulanabilmesi i¢in bagimli degiskenin kesikli ve kategorik yapida olmasi
gerekmektedir.

Lojistik regresyon analizinde kullanilan yontemler bagimli degiskenin yapisina gore farklilik
gdsterir. Bu yontemler; bagimli degisken iki kategorili yapidan olusuyorsa Ikili (Binary) Lojistik
Regresyon Analizi, ikiden fazla sirali kategoriden olusuyorsa Sirali (Ordinal) Lojistik Regresyon
Analizi, ikiden fazla sirasiz kategoriden olusuyorsa Cok Degiskenli (Multinominal) Lojistik
Regresyon Analizi olarak gruplandirilmaktadir (Alpar, 2020).

Lojistik dagilim fonksiyonunda bagimli degisken 0 ile 1 arasinda deger alirken, bagimsiz
degiskenler ‘-co ile +oo” arasinda degerler alabilir. Lojistik regresyon analizinde siniflama yaparken
kullanilacak olan logit model fonksiyonu baslangicta dogrusal bir yapida degildir. Denklemi
dogrusal bir yapiya getirmek i¢in gerekli logit dontistimler uygulanarak dogrusal model olan Logit
Modele su sekilde ulagilmaktadir (Giiris, 2019).

L =Bo + B1X; 1)
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3.2. Naive Bayes Algoritmasi

Naive Bayes algoritmasi, denetimli makine 6grenmesi yontemlerinden olup bir olayin
gerceklesme olasiligl ve belli bir sinifta bulunmasi durumunu kosullu olasilik yontemi ile hesaplar.
Naive bayes algoritmasi, bagimli degisken kategorisi fazla olan biiyiik veri setlerinde daha basaril
sonuclar verebilmektedir.

Naive bayes smiflandirici algoritmasi adimi Ingiliz matematik¢i olan Thomas Bayes tarafindan
almistir. Bu yontem, basit bir isleyise sahip oldugu i¢in ve de diisiik hata oranlar1 verdigi i¢in
giinimiizde smiflama problemlerinde fazlasiyla tercih edilmektedir. Siniflanmamis verilerde
olasiliksal tahminlerde bulunarak, verileri bulunan siniflar arasinda ait olma olasilig1 en yiiksek
olan sinifa atama iglemini gergeklestirmektedir (Dogan, 2015).

Naive Bayes teoremi kisaca 6zetlenmistir (Han ve ark., 2011):

n boyutlu bagimsiz degiskenler kiimesi X = (x4, x5, ..., x,) ve m sinifli bagimli degiskenler C =
(Cy,Cy, ..., Cyp) olsun. Smiflar1 heniiz belirlenmemis bagimsiz degiskenler iizerinde yapilan
olasilik tahmin degerleri sirasiyla Ay, A, ..., A,,. Boylece siniflar1 bilinmeyen bir X veri seti
verildiginde X’ in X kosuluna bagli olarak en yiiksek sonsal olasiliga sahip C siniflarindan birisine
ait oldugunu tahmin eder. P(C;|X) > P(G|X) ise / <j <m, j # i oldugunda P(C;|X) maksime
edilmis olur ve maksimum sonsal hipotez olarak adlandirilarak denklemi su sekilde
gosterilmektedir (Han ve ark., 2011).

P(Ci)P(X|Ci
P(CilX) = Z ¥

P (X) degerleri tiim siniflar igin sabit oldugundan sadece P (X|C;) P (C;) maksimize edilmeye
ithtiyag duyar. Sinifin 6nceki olasiliklar bilinmedigi zamanlarda, genel olarak esit derecede olas1
olduklari, yani P (C;) = P (C,) = -+ = P (C,,) oldugu varsayilir ve P (X|Ci) maksimize edilir.
Nitelik sayisi fazla oldugunda P (X|Ci) hesabi zor olacagi i¢in sinif kosullu bagimsizlik varsayimi
yapilir. Bu varsayimda smif etiketleri verilerek, girdi degiskenleri birbirinden kosullu olarak
bagimsiz varsayilir ve su sekilde hesaplanmaktadir (Han ve ark., 2011).

P(X|Ci) = [1k=1 P(xx|Ci) @)

Islemlerin devaminda bagimsiz degiskenlerin kategorik degisken ya da siirekli degisken olma
durumuna bakildiktan sonra gerekli hesaplamalar yapilmaktadir (Han ve ark., 2011).

3.3. Rastgele Orman (Random Forest) Algoritmasi

Rastgele Orman (Random Forest) algoritmasi, birden fazla karar agaci olusturarak bir orman
meydana getirir ve her agacin sonuglarin1 oylama (voting) yoluyla eleyerek ya da ortalamalarini
alarak ¢oziimler (Breiman, 2001). Bu yontemde dallanan her bir aga¢ klasik karar agac¢larina gore
daha az dogru olma egilimindedir. Bu sebepten dolayi, dallanan her bir aga¢ tahmininin toplu
tahmini elde edilerek daha giiclii tahmin sonuglarina ulasmamiz saglanir. Tek bir agacin tahmini,
egitim setinde kiiciik bir degisiklik yapilmis olsa dahi ¢ok hassas yapida oldugu i¢in durumdan
fazlasiyla etkilenebilmektedir. Rastgele ormandaki her aga¢ tek basma zayif bir 6grenciyken,
rastgele orman giiglii bir 6grenci olabilmektedir (Lewis, 2017).

Rastgele orman algoritmasi aga¢ yapisi Sekil 1°de verilmistir.
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k
Sekil 1. Rastgele orman algoritmasi agag yapisi (Englund & Verikas, 2012; Cihan, 2018).

Rastgele orman algoritmasinda 6ncelikle veri setinden 6rneklemin 2/3’i egitim, 1/3’1 test verisi
olarak ayirmak i¢in bootstrap yontemi ile n tane drnekleme cekilir. Diiglimler arasinda rastgele
olarak m tane tahmine dayali degisken seg¢ilir ve aralarindan en iyi dallanmay1 verecek olan
belirlenir. En iyi dallanmay1 verecek olan degisken belirlenirken Gini indeksi ile hesaplama
yapilarak, ulasilan degere gore veri seti her diiglimde iki alt dala ayrilmaktadir. Tiim islemler
miimkiin olan en genis dallanma sayesinde yaprak diigiim elde edilinceye kadar tekrarlanarak,
biitiin agaclarin ayr1 ayr1 tahminleri birlestirilmektedir. Siiflama agaglar1 i¢in en ¢ok oyu alan
tahmin degeri kabul edilirken, regresyon agaclari icin oylamalarin ortalamasi alinarak tahmin
degeri elde edilmektedir (Akman ve ark., 2011).

3.4. K-En Yakin Komsu Algoritmasi

K-en Yakin Komsu (KNN) algoritmasi birbirine yakin olan gozlemlerin benzer olacagi
diisiincesine dayanan parametrik olmayan bir siniflandirma algoritmasidir. Sinifi  heniiz
belirlenmemis bir gozlem degerinin diger her bir gozleme olan uzakligia bakilarak k agirlik
merkezli olan bir alan belirlenmektedir. Bu alan igerisinde sinif kategorilerinden hangisi daha fazla
gozlemlenebiliyorsa, gdzlem degerinin o sinifa ait oldugu tahmin edilmektedir.

KNN algoritmasinda iki gozlem degeri arasindaki uzaklik olgiitiinii belirlemek igin genellikle
Oklid yontemini kullanmaktadir ve 4. esitlikteki formiilasyon ile hesaplanmaktadir (Altuncu,
2021).

A0, X0 = T2 - k)2 @

Oncelikle komsu sayist olan k ve uzaklik 8l¢iisii belirlenmektedir. Daha sonra smifi belirlenmek
istenen verinin k-en yakin komsulart bulunarak, sinif etiketine oy ¢oklugu ile karar verilmektedir
(Altuncu, 2021).

K-en yakin komsu algoritmasi, veri seti igerisinde aykir1 gozlem ve birbiri ile uyusmayan nitelikler
var oldugunda dogruluktan uzaklasarak diisiik basari orani vermektedir. Yontemin bu agidan
diisiik performans sergilemesinin sebebi, her 6znitelige gore esit agirlik atayan mesafeye dayali
yaklagim teknigi kullanmasidir. KNN yontemi, bu sorunu ¢dzmek i¢in algoritmaya Oznitelik
agirhiklandirilmasi ve aykiri gozlem budanmasi saglanarak gelistirilmistir (Han ve ark., 2011).

187



G. Kaba, S. Bagdatli Kalkan Kardiyovaskiiler Hastalik Tahmininde Makine Ogrenmesi Siniflandirma Algoritmalarinin Kargilagtirilmasi

3.5. Destek Vektor Makineleri (Support Vector Machines) Algoritmasi

Destek Vektor Makineleri (SVM), regresyon ve siniflandirma problemlerinde sik¢a kullanilan
denetimli makine 6grenmesi algoritmasidir. SVM algoritmasinin ilk kullanim alani siniflandirma
problemleri olmustur ve bu yontemin amaci dogrusal bir hiper diizlem olusturarak siniflarin
ayrimini analize en uygun sekilde saglamaktir. Bazi veri setlerinde siniflarin ayrimi hiper diizlem
teknigiyle dogrusal olarak ayrilmayabilmektedir. Veri setine farkli yaklasim teknikleriyle bu
problem ¢oziimlenebilmektedir.

Destek vektor makineleri yonteminde, dogrusal olarak ayrim yapilabilen veri setlerinde her bir X;
girdi degiskeni Y; siif etiketine sahip olur ve bu smniflar -1 ve +1 olarak etiketlenir. Egitim
verilerinin ayrimini, bir hiper diizlem olusturarak en optimum sekilde ayirmak hedeflenmektedir.
Degiskenler arasindaki sinirt maksimum noktaya ulastiran diizlemlere destek vektorler denir.
Dogrusal olarak ayrilabilen verilerde karar fonksiyonu 5. esitlikteki fonksiyon ile hesaplanir
(Kavzoglu & Colkesen, 2010).

foo = sign(Xi=; A yi(x.x;) +Db) (%)

Iki sinifl bir problem i¢in hiper diizlem 6rnegi Sekil 2’de verilmistir.

Sekil 2. iki sinifli bir problem icin hiper diizlemler (Kavzoglu & Codlkesen, 2010).

Sekil 2°de goriildiigii gibi iki sinifli egitim verilerini en uygun sekilde ayirmak i¢in hiper diizlemler
kullanilmaktadir. Boylece iki sinif birbirlerinden olabildigince uzakta kalabilmektedir. Hiper
diizleme en yakin verilerin arasindaki uzaklik marjin olarak adlandirilir ve marjin mesafesi
optimum olana kadar ¢aligma devam eder. Hiper diizlem ile ayrilan iki ayr1 sinifl etiketli veriler
Sekil 3’te oldugu gibi destek vektorler ile sinirlandirilmaktadir.

Dastek Vakidriar

] Y Oaptimum

Hipar-Dlzkam

Sekil 3. Optimum hiper diizlem ve destek vektorleri (Kavzoglu & Colkesen, 2010).
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Baz1 problemlerde veri seti igerisindeki verilerin dagilimindan ya da verilerin yiiksek iliskili
olmast gibi durumlardan kaynakli verilerin dogrusal olarak ayrilmasi miimkiin olmamaktadir. Bu
problemler genellikle veride boyut arttirma islemi ile ¢oziilebilmektedir.

Sekil 4’te girdi uzayinda veride dogrusal ayrilma saglanamadigi i¢in veri 6zellik uzay1 olarak
adlandirilan daha yiliksek boyutlu bir uzaya tasinmistir. Boylece hiper diizlem ile veri siniflari
arasindaki optimum ayrim saglanmis olur ve bu islemi gerceklestirmek i¢in Kernel
fonksiyonlarindan yararlanilmaktadir (Kavzoglu & Colkesen, 2010).

> .
Girdi Uzay Ozellik Uzay

Sekil 4. Kernel fonksiyonu ile verinin daha yiiksek bir boyuta doniistiiriilmesi
(Kavzoglu & Colkesen, 2010).

Destek vektor makineleri ¢aligmalarinda, veri boyutunun c¢ok fazla olmasi egitim siiresini ve
maliyeti arttirabilmektedir. Bu baglamda, destek vekt6r makinelerinin kullaniminin kii¢iik boyutlu
verilerde tercih edilmesi daha iyi olabilmektedir (Ergiin & Ilhan, 2021).

3.6. Model Performansi Karsilastirma Olgiitleri

Caligma kapsaminda kullanilan veri seti, farkli makine 6grenmesi algoritmalari ile test edildikten
sonra kurulan modellerin basar1 performanslar1 degerlendirilirken bazi istatistiksel Olgiitlere
bakilmaktadir. Model performans karsilagtirma asamasinda, tahmin degerleri ile gercek degerler
olan test degerleri karsilastirilmalidir. Siniflandirma problemlerinde Karisiklik Matrisi (Confusion
Matrix) yani hata matrisine bakilmasi gerekmektedir. Ornek bir karisiklik matrisine Tablo 1°de
yer verilmistir.

Tablo 1. Ornek karisiklik matrisi

- Hasta Hasta Degil
Kangsikhk Matrisi (Gercgek Sinif) (Gercgek Sinif)
Hasta (Tahmini Sinif) DP YP
Hasta Degil (Tahmini YN DN
Sinif)

Tablo 1’1 inceledigimizde DP hasta olarak tahmin ettigimiz ve gercekte de hasta olarak
siiflandirilan bireyleri, YP hasta olarak tahmin ettigimiz fakat gercekte hasta olmayan bireyleri,
YN hasta degil olarak tahmin ettigimiz fakat gercekte hasta olarak siniflandirilan bireyleri, DN
hasta degil olarak tahmin ettigimiz ve gercekte de hasta degil olarak siniflandirilan bireyleri temsil
etmektedir.
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Buradan yola ¢ikarak model performans 6l¢iitleri asagida aciklanmaktadir.

Dogruluk 6l¢iitii, modelde dogru smiflandirilan veri sayisinin toplam veri sayisina orani ile
bulunur.

DP+DN

Dogruluk = o ©

Kesinlik 6l¢iitli, modelde dogru olarak siniflandirilan verilerin oraninin bulunmasini saglar.

Kesinlik = —= (7
DP+YP

Duyarlilik 6lgiitii, pozitif degerlerin dogru siiflandirilan degerlerinin bulunmasi ile belirlenir.

DP
DP+YN

Duyarlilik = )
Duyarhilik ve kesinlik 6lgiitlerinin tutarsiz oldugu durumlarda iki Slgiitiin harmonik ortalamasi
alindiginda F1 skor odlgiitii elde edilir. Bu sayede dengesiz veri setlerinde F1 skorlama ile daha
giiclii bir dl¢iit degerine ulagilmaktadir ve su sekilde hesaplanmaktadir (Uguz, 2021).

Duyarlilik xKesinlik (9)
Duyarlilik+Kesinlik

F1 Skor =2

4. UYGULAMA

Bu calisma kapsaminda kullanilan veri seti, kaggle.com lizerinden alinan Kalp YetmezIligi Tahmin
Veri Seti (2021), “UCI Machine Learning Repository” veri tabanina kaynagina aittir. Bu veri seti,
5 farklr veri kiimelerinden 11 ortak 6zellik altinda birlestirilerek olusturulmus hazir veridir. Veri
kaynaklari; Cleveland Klinik Sirketi (Ph. D. Robert Detrano, Amerika), Macaristan Kardiyoloji
Enstitiisii (Andras Janosi, Budapeste), Ziirih Universite Hastanesi (William Steinburnn, Isvigre)
ve Basel Universite Hastanesi (Matthias Pfisterer, Isvicre) tarafindan olusturulmustur. Veri seti
918 hastaya ait bilgileri igermektedir. Veri setindeki bagimsiz degiskenlerden 6’s1 kategorik, 5’1
niimerik yapidan olugmaktadir. Bagimli degisken olan Kalp Hastaligi ise (0,1) smifli olan
kategorik yapili bir degisken tiirlidiir. Bagimli degisken kategorisindeki O kalp hastasi olmama
durumunu gosterirken, 1 kalp hastasi olma durumunu belirtmektedir. Veri seti 28-77 yas
araligindaki bireylerden olugmaktadir.

Bu caligmanin uygulama bdliimiinde, giiniimiiz programlama dillerinde kullanim1 popiiler olan
Python 3.7 programlama dili kullanilmis ve Jupyter Notebook 6.1.4 iizerinden analiz edilmistir.
Algoritmalar Sckit-Learn (Sklearn) Kiitiiphanesi kullanilarak calistirilmis ve modeller
kurulmustur.

Veri seti analize baslamadan once veri 6n isleme asamasi kurallar takibinde c¢alistirilmaya hazir
hale getirilmistir. Veri seti Holdout yontemi kullanilarak %70’e %30 olacak sekilde egitim verisi
ve test verisi olarak ikiye ayrilmistir. Egitim veri setine K-Katli Capraz Dogrulama yontemi ile 10
katli ¢apraz dogrulama uygulanmistir. Siniflandirma yontemlerinden Destek Vektdr Makineleri
algoritmasinin uygulanma stirecinde dogrusal c¢ekirdek (linear kernel) fonksiyonu kullanilmistir.
Algoritmalar ¢aligtirilarak elde edilen sonuglar Tablo 2’de karsilastirilmis ve gosterilmistir.
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Tablo 2. Simiflama Algoritmalarinin Karsilastirilmasi

Modeller Kesinlik | Duyarhlhik | F1 Skoru Dogruluk
Rastgele Orman 0.8750 0.9089 0.8908 0.8738
Lojistik Regresyon 0.8765 0.8923 0.8836 0.8676
Naive Bayes 0.8816 0.8815 0.8811 0.8660
K-En Yakin Komsu 0.7089 0.7358 0.7216 0.6793
SVM 0.7321 0.7481 0.6935 0.6618

Tablo 2’de makine 6grenmesi Rastgele Orman, Lojistik Regresyon, Naive Bayes, K-En Yakin
Komsu ve Destek Vektor Makineleri siniflandirma algoritmalarinin tahmin performans sonuglari
verilmistir.

Genel olarak duyarlilik ve kesinlik oranlari birbirine yakin degerler oldugu icin herhangi bir
tutarsizlik gézlenmemistir. Elde edilen performans sonuglaria gore Rastgele Orman algoritmast
ile bireylerin hastalik durumu %87,38 dogruluk ve %87,50 kesinlik oranmi ile dogru tahmin
edilmistir ve boylece algoritmalar arasinda en basarili siniflandirmay1 Rastgele Orman algoritmasi
yapmistir.

Lojistik Regresyon analizi performanst %486,76 dogruluk orani ile Rastgele Orman
algoritmasindan sonra ikinci basarili sonucu veren algoritma olmustur. Naive Bayes algoritmasi
bireylerin hastalik durumunu %86,60 orani ile basarili olarak tahmin etmistir. K-En Yakin Komsu
algoritmas1 sonucuna baktigimizda basar1 oraninda ciddi bir diisiis yasanarak %67,93 olarak
hesaplanmistir. Son olarak Destek Vektor Makineleri diger algoritmalara gore en disiik
performans orani olan %66,18 olarak hesaplanmistir.

5. SONUCLAR

Giliniimiizde gelisen teknoloji ve artan niifus ile saglik alaninda kayit altina alinan veriler ¢ok
biiyiikk veri yiginlar1 olusturmaktadir. Kayit altina alinan bu verilerin gilivenilir bir sekilde
depolanmasi ve bazi istatistiksel yontemler ile analiz edilmesi saglik alaninda atilacak adimlarda
ve izlenecek siireclerde ciddi faydalar saglayacagi i¢in son derece 6nemlidir. Bu alanda yapilacak
olan calismalarin giincel tutulmasi hastalar i¢in ileriye dontik tahminlerde bulunulmasina ve erken
tedavi siirecine girilmesinde fayda saglayabilmektedir.

Bu calisma kapsaminda kullanilan veriler Kaggle platformu {izerinden alinan UCI tabanli gergek
verilerden olusan Kalp Hastalig1 veri setidir. Veri seti 28-77 yas araliginda olan 725 erkek, 193
kadin bireylerden olusan 918 gozlem degerindeki hastalardan olusmaktadir. Caligmada ele alinan
kalp hastaligi tahmini bir smiflandirma problemi olarak degerlendirilerek bu dogrultuda
algoritmalar kullanilmistir.

Calismada denetimli makine 6grenmesi siniflandirma algoritmalarindan olan Lojistik Regresyon,
Naive Bayes, Rastgele Orman, K-En Yakin Komsu ve Destek Vektor Makineleri kullanilmistir.
Algoritmalar uygulanmadan Once veri seti on isleme asamasi kurallar1 dogrultusunda Holdout
yontemi ile %70’e %30 olacak sekilde egitim ve test verisi olarak ayrilmistir. Ayrica, egitim veri
setine K-Katli Capraz Dogrulama yontemi ile 10 kathi ¢apraz dogrulama uygulanmistir. Egitim
veri seti lizerinden algoritmalar calistirilarak kurulan modeller test verisi ile stnanmustir.

Tim algoritma sonuglar1 model basar1 Slgiitlerine gore degerlendirilerek, en basarili modele

ulagsmak hedeflenmistir. Boylece en yliksek basari performansint %87,38 dogruluk orani ile
Rastgele Orman algoritmasi verirken, en diislik basar1 performansini %66,18 dogruluk orani ile
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Destek Vektor Makineleri vermistir. Rastgele Orman algoritmast kullanilarak %87,38 tahmin
orani ile glclii bir performans yakalanmistir. Bu dogrultuda, saglik alaninda yapilacak olan
hastalik teshisi ¢aligmalarinda Rastgele Orman algoritmas tercih edildiginde basarili bir tahmin
modeli olusturulacaktir.

Algoritmalarin performanslarina bakildiginda, ¢alismada kullanilan veri seti dogrultusunda kalp
hastaliklarinin tahmininde makine 6grenmesi siniflandirma algoritmalarinin basarili sonuglar
verebilecegi ongoriilmiistiir. Bu calismada, makine 6grenmesi yontemleri kullanilarak yapilacak
olan benzer c¢alismalarda fikir olugturmasi ve hastalik tanisi i¢in basarili bir model kurulmasi
amaclanmistir. Kullanilan makine 6grenmesi algoritmalarindan olan Rastgele Orman algoritmasi
%87,38 tahmin orani ile oldukga gii¢lii basar1 oran1 yakalamistir ve hastalik tahmini ¢aligmalarinda
tercih edilmesi gereken bir algoritma olarak belirlenmistir. Kardiyovaskiiler Hastaliklar sebebiyle
yasanan Oliim oranlarinda her gegen giin ciddi artislar yagsanmaktadir ve bu alanda yapilacak olan
calismalarda veri seti boyutu arttirilarak analizlere devam edildiginde yiiksek basari
performanslari yakalanabilir.

Yazarlarin Katkisi
Yazarlarin makaleye katkilar1 esit orandadir.

Catisma Beyam
Yazarlar arasinda herhangi bir ¢ikar ¢atigsmasi bulunmamaktadir.

Arastirma ve Yayin Etigi Beyam
Yapilan caligmada arastirma ve yayin etigine uyulmustur.
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