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Oz

Caligmanin amaci igletmelerin finansal basarisizlik riski ile ilgili tahmin yapay zeka tekniklerinden makine 6grenmesi
kullanilarak yapilmasidir. Bu kapsamda, Borsa Istanbul Ulusal Pazar’da yer alan 14 firma ile Borsa Istanbul Yakin izleme
Pazari’nda yer alan14 firmanin 2022 yili 12 aylik gelir tablolar1 ve bilangolarindan elde edilen 43 adet finansal oran kullanilmis
makine 6grenmesi yontemlerinden NaiveBayes, J48, RandomForest, LinearRegression, RandomTree kullanilmistir. Sirketlerin
mali tablolar1 kullanilarak elde edilen veriler ile, makine 6grenmesi uygulama modellerinden hangisinin daha iyi siniflandirma
dogrulugu sagladigi aragtirilmistir. Ayrica 2022 yilinda yakin izleme pazarinda yer alan bir sirketin bir sonraki sene igin finansal
durumunun makine dgrenmesi ile 6ngoriisiiniin miimkiin olup olmadig: test edilmistir. En yiiksek siniflandirma dogrulugu
oranina RandomForest algoritmasi ve 10 kat ¢capraz dogrulama tekniginin birlikte uygulanmast ile ulasildigs, tek y1l i¢in yapilan
ongorii modelinde ise NaiveBayes algoritmasi ve 10 kat ¢apraz dogrulama tekniginin ¢ok yiiksek bir oranda basar1 sagladigi
sonuglarina ulasilmistir.
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Abstract

The aim of the study is to estimate the risk of financial failure of enterprises by using machine learning, one of the artificial
intelligence techniques. In this context, machine learning methods NaiveBayes, J48, RandomForest, LinearRegression,
RandomTree were used with 43 financial ratios obtained from the financial statements of 14 companies in Borsa Istanbul Main
Market and 14 companies in Borsa Istanbul Watchlist Market for the year 2022. With the data obtained using the financial
statements of the companies, it is investigated which of the machine learning application models provides better classification
accuracy. In addition, it was tested whether it is possible to predict the financial situation of a company in the close monitoring
market in 2022 for the following year with machine learning. It was concluded that the highest classification accuracy rate was
achieved by applying the RandomForest algorithm and 10-fold cross-validation technique together, while the NaiveBayes
algorithm and 10-fold cross-validation technique achieved a very high rate of success in the prediction model for a single year.
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1. Giris

Ekonomik sistemin merkezine yerlesen menkul kiymet piyasalarinin 6nemi son zamanlarda meydana gelen makro
ve mikro ekonomik krizlerle birlikte daha ¢ok kavranmaya baglamistir. Bu krizlerin temelinde yer alan finansal
basarisizlik ve altinda yatan unsurlarin tespitinin 6neminin artmasina neden olmustur. Borsaya kote sirketlerin
karliligindaki bozulma sadece isletmenin ve personelin ¢ikarlarini tehdit etmekle kalmaz, ayni zamanda
yatirimcilart da onemli mali kayiplarla karsi karsiya birakir. Makro diizeyde de ekonominin etkilenmesi
kaginilmazdir. Daha iyi bir kurumsal yonetim igin finansal basarisizligin 6ngériilmesine yonelik etkili bir erken
uyari sisteminin kurulmasi ¢abalari son zamanlarda artmaktadir.

Finansal basarisizligin ongoriilmesinde finansal basarisizlik tahmin modelleri kullanilir. Kurumlar finansal
basarisizlik tahmin modellerine dayanarak mevcut durumlarimi teshis edebilir ve stratejilerini
olusturabilirler. Yoneticiler, finansal basarisizlik riskini etkileyen temel gostergeleri yoneterek isletmelerini daha
istikrarlt bir sekilde yiiriitebilirler. Yatirnmecilar da kurumlarin basarisizlik ihtimalini arastirarak stratejilerini
gelistirebilir ve portfoylerini revize edebilirler. Bunun yaninda hiikiimetler de bu modelleri kullanarak makro
planda politikalarini iyilestirebilir ve ilgili mali diizenlemeleri gergeklestirerek finansal sistemin tasarlanmasini ve
iyilestirilmesini saglayabilirler. Bunun i¢in kullanilan makine &grenimi algoritmalar1 ve istatistiksel modeller
finans miihendisliginin en ileri noktasinda yer almaktadir.

Bu kapsamda calismada, finansal basarisizlik ongoriisii ile ilgili cesitli makine O6grenimi algoritmalari
siniflandirma metodolojileri kullanilmaktadir. Calismanin amaci isletmelerin hem finansal agidan mevcut
durumunun belirlenmesi hem de gelecekteki finansal basarisizlik 6ngoriisii icin makine 6grenmesi tekniklerinin
kullanilmasimin sonuglarinin arastirilmasidir.

Calismanm bundan sonraki plan1 su sekildedir: Oncelikle kavramsal ¢erceve sunulacak ardindan literatiirde
finansal bagarisizlik tahmini ile ilgili yapilan caligmalar 6zetlenecek ve uygulamanin gerceklestirilmesinden sonra
elde edilen bulgular temelinde makalenin sonuglar1 degerlendirilecektir.

2. Kavramsal Cerceve

Altmis yili agkin bir gegmise sahip olan finansal basarisizlik tahmin modelleri, firmalarin finansal problemlerini
belirleme ve gelecekte iflas edip etmeyecegini tahmin etme amacimi tasimaktadir. Bir firmanmn finansal
basarisizligmin ekonomik sonuglari son derece kritik olup biiyiik 6nem tasimaktadir. Bu baglamda, finansal
sikintinin tahminine yonelik modeller; girisimciler, yatirimcilar, kreditorler, denetgiler ve diger tiim paydaslarin
yogun ilgisini ¢ekmektedir. Bu modeller, sadece firmalarin olasi sikinti durumlarina iligskin tahminlerle sinirl
kalmamaktadir. Ayrica bdyle bir durumun 6nlenmesi i¢in nasil bir davranig sergilenmesi gerektigi konusu da
biiyiik bir 6neme sahiptir (Kulali, 2014, s.156).

Ayrica son asirda yasanan kiiresel finansal krizler ve kredi riskindeki artiglar yapilan finansal basarisizlik
Ongoriilerinin dnemini ortaya koymaktadir. Bu kapsamda Beaver'in ¢alismalarindan itibaren konu kapsamli bir
sekilde arastirilmaktadir (Beaver, 1966).

Yapilan ¢esitli yapisal model calismalarindan Merton (1974), Black-Scholes tipi bir fiyatlandirma modeli
kullanarak kurumsal finansal basarisizlik riskini “temerriide uzaklik” 6l¢iisii seklinde ortaya koymustur. Hillegeist
vd. (2004), Black—Scholes—Merton modeline dayanan piyasa bazli bir 6lgiimiin Altman'm (1966) Z-skorundan ve
Ohlson'un (1980) O-skorundan daha iyi performans gosterdigini ileri slirmektedir. Jessen ve Lando (2015)
temerriide uzaklik Ol¢iistiniin finansal basarisizlik riskini tespit edebildigini desteklemektedir. Ayrica Glover
(2016) varliklarin oynakligimi kullanarak yaptigi bir degisiklikle temerriide olan uzaklig1 6lgen caligmasinda, bir
sirketin temerriit maliyetlerinin hesaplanmasinda yapisal bir model 6nermektedir. Brogaard vd. (2017) hisse senedi
likiditesinin artmasinin finansal basarisizlik riskini azalttigini gostermek icin ¢aligmasinda temerriide uzaklik
yaklagimini kullanmustir.

Ancak son zamanlarda elde edilen sonuglara gore finansal basarisizlik tahmininde istatistiksel yaklagimlara ve
makine 6grenimi algoritmalarina sahip modellerin yapisal modellere gére daha basarili sonuglar sagladigi ortaya
konmustur.

Makine 6grenimi kavrami Samuel (1959) tarafindan Onerilmis ve bilgisayarlara agik bir program olmadan
O6grenme yetenegi veren bir disiplin olarak tanimlanmistir. Bu kavramu gelistiren Mitchell (1997)’e gore bir
bilgisayar programinin performansini 6l¢en “P” metrigi, belirli “T” gorev siniflarina yonelik olarak “E” deneyimi
ile gelistiriliyorsa, bu durumda programin “E” deneyiminden dgrendigi sylenebilir ve “P” metrigi ile dl¢iiliir. Bu
baglamda, finansal basarisizlik tahmini i¢in bir makine 6grenmesi algoritmasinin kullanilmasi, “P” gergek finansal
verilerini “E” deneyimi ile “T” finansal basarisizlik riskini tahmin etme gorevinde basarisizlik gdstergesini
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iyilestiren bir dizi siire¢ olarak tanimlanabilir. Makine 6grenmesi tekniklerini kullanarak finansal basarisizlik
Ongoriisinde bulunma amacina yonelik yapilan arastirmalardan Barboza vd. (2017) c¢alismasinda, makine
6grenmesi modellerinin finansal basarisizlik tahmininde daha iyi performans sergiledigini gdstermektedir.

Makine 6grenimini kullanan bir finansal basarisizlik tahmini ¢ogunlukla, bir sirketin durumunu (= 0) normal ve
(= 1) basarisiz olarak tanimlanan iki veya daha fazla durumdan birinde olarak kategorize eden bir siniflandirma
problemini benimseyerek sirketin belirli bir durumda olmasinin olasiligini hesaplamaktadir.

3. Literatiir

Finansal basarisizligi tahmin modelinin dogrulugunu artirmak i¢in, Tayvan Menkul Kiymetler Borsasi'nda alim
satim1 durdurulan ve askiya alinan sirketler kapsama alinmis ve finansal ve finansal olmayan oranlar, faktor analizi,
yapay sinir ag1 ve veri madenciligi teknikleri kullanilmigtir. Borsaya kayith 68 sirket ve 37 oran ile yapilan bu
calisma ile dort 6nemli sonuca ulagilmistir: (1) Ne kadar ¢ok faktor analizi kullanilirsa, yapay sinir agi ve veri
madenciligi yaklagimiyla o kadar az dogruluk saglanmaktadir. (2) Finansal basarisizligin gergeklesmesinden
onceki iki sezon i¢in elde edilen %82,14'liik bir dogruluk yiizdesi ile basarisizligin gergeklesme zaman yaklastikca
finansal dogruluk oraninin arttig1 tespit edilmistir. (3) Faktor analizi finansal krizdeki sirketleri normal sirketler
olarak smiflandirma hatasini artirmaktadir. (4) Finansal basarisizlik tahmin modellerinden yapay sinir ag1, veri
madenciligi kiimeleme yaklagimindan daha iyi tahmin dogrulugu elde etmektedir. Bu nedenle, ¢caligma yapay zeka
yaklagiminin bir sirketin potansiyel finansal sikintisin1 tahmin etmek igin geleneksel istatistiklerden daha uygun
bir metodoloji olabilecegini 6nermektedir (Chen ve Du, 2009).

Diger bir calismada Albayrak ve Koltan Yilmaz (2009) calismalarinda, IMKB’de kayitli 173 firmanin 2004-2006
yillarina ait yillik finansal verilerini kullanarak, karar agaclar1 teknigi ile sirketleri siniflandirmada kullanilacak en
onemli degiskenlerin isletme sermayesinin net satislara orani, stok devir hizi ve ekonomik rantabilite orani
degiskenleri oldugunu ortaya ¢ikarmiglardir.

Finansal risk analizi alaninda popiiler kiimeleme algoritmasi se¢imi yapmak i¢in ¢ok kriterli karar verme tabanl
bir yaklagim sunan Kou, Peng ve Guoxun (2014) ¢aligmalarinda, 3 farkli gergek zamanli kredi ve iflas riski veri
tabani lizerinde 3 ¢ok kriterli karar verme metodu, 6 kiimeleme algoritmasi ve 6 kiime gecerleme indisi kullanarak
olusturduklart yaklagimi test ederek bu metodun etkili oldugunu tespit etmislerdir.

Finansal basarisizlik olgusunu inceleyen Geng, Bose ve Chen (2015) 2001-2008 yillar1 arasinda Sangay ve
Shenzhen Borsalari tarafindan “6zel muamele” etiketi alan 107 Cin sirketi i¢in 31 finansal gdstergeyle ve ii¢ farkli
donemde, makine 6grenmesi tekniklerini kullanarak finansal basarisizlik uyari modelleri olusturularak, kontrol
grubu firmalarla kargilagtirmislardir. Sonugta sinir aglarinin performansinin, karar agaclart ve destek vektor
makineleri gibi diger smiflandiricilarin yan1 sira ¢ogunluk oylamasi kullanilarak birlestirilmis ¢oklu
siniflandiricilardan olusan bir topluluktan daha dogru oldugu gozlenmistir. Calismanin diger bir katkisi, toplam
varliklarin net kar marji, toplam varliklarin getirisi, hisse basina kazan¢ ve hisse basina nakit akis1 gibi finansal
gostergelerin karliliktaki bozulmanin tahmininde dnemli bir rol oynadigin kesfetmesidir.

Salehi, Mousavi Shiri ve Bolandraftar Pasikhani (2016), 2011-2014 arasindaki dénemde finansal basarisizligin
tahmini amaciyla fran’daki 117 sorunlu firmanin finansal sikintidan &nceki iki y1llik muhasebe bilgilerini ve destek
vektor makineleri, yapay sinir aglari, k-en yakin komsu ve NaiveBayes siniflandirict tekniklerini kullanarak
arastirmislardir. Bu sirketler, Iran Ticaret Kanunu'nun 141. Maddesine gére birikmis zararlar1 6z sermayelerinin
yarisini asan sirketlerdir. Modellerin performanslar arasinda bir karsilastirma yapilarak, yapay sinir aglarinin diger
tekniklerden daha iyi performans gosterdigi sonucuna vartlmstir.

Khemakhem ve Boujelbene (2018), sadece finansal ve finansal olmayan degiskenleri degil, ayn1 zamanda siif
dengesizligini de dikkate alarak kredi riskini degerlendirmek i¢in yeni bir yontem sunmayi amagladiklar
caligmalarinda yapay sinir aglar1 ve karar agaclar tasarlamuslardir. Sonugta, karlilik oranlari, geri 6deme
kapasitesi, 6deme giicii, kredi raporu siiresi, teminatlar, sirket biiyiikligii, kredi numarasi, sahiplik yapist ve
kurumsal bankacilik iligkisi stiresinin temerriidii tahmin etmede kilit faktorler oldugu, ayrica her iki algoritmanin
da siif dengesizligine kars1 oldukga hassas oldugu ortaya ¢ikmuistir.

Yakin tarihli bir caligmada, Farooq ve Qamar (2019), sektor ayarlamasi ve verilerin ¢ogaltilmasindan sonra segilen
orneklem kullanilmig, mali tablo ve borsa gostergelerinden en ilgili 6zellikleri ¢ikarmak igin 6zelliklerin modele
eklenip ¢ikartildig1 bir wrapper alt kiime makine 6grenmesi yaklagimi uygulanmistir. Tahmin modelini gelistirmek
amaciyla DTNB, LMT ve A2DE Bayes modellerinin birlesimi kullanilmig ve ardindan tiim modellerin
performanst 10 kat ¢apraz dogrulama yontemi ile degerlendirilmistir. Sonucta, dnerilen model finansal sikintiy1
%84,06 dogrulukla tahmin etmis, ayrica %33,33'liik bir kesme degeri dikkate alindiginda ise bu oran %89,57'ye
yiikselmistir.

Shang, Lu ve Zhou (2021) yaptiklar1 aragtirmada, nesnelerin interneti ile biiyiik veri madenciligine dayali ¢oklu
finansal gostergeler segilmistir. Daha gercekei finansal risk gostergeleri segmek icin tiim finansal gostergeler
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arasindaki kurallar, sik bulanik segenek kiimesi, paralel kurallar ve paralel madencilik algoritmasi ile belirlenerek
minimum bulanik giivenilirligi saglayan bulanik iliskilendirme kurallar1 elde edilmistir. Sonug olarak, ¢caligmada
Onerilen yontem dogrulanmistir.

Arastirma makalelerinin yani sira finansal bagarisizlik tahmini konusunda yapilmis ¢aligmalari inceleyen bir¢cok
derleme makale de literatiirde yer almaktadir (Balcaen ve Ooghe 2006; Ravi Kumar ve Ravi 2007; Devi ve Radhika
2018; Alaka vd. 2018).

3. Metodoloji

Siniflandirma ile ilgilenen denetimli makine Ogrenimi algoritmalarindan bazilart sunlardir: Dogrusal
Siniflandiricilar, Lojistik Regresyon, Naive Bayes Siniflandirici, Perceptron, Destek Vektor Makinesi; Karesel
Smiflandiricilar, K-Means Kiimeleme, Boosting, Karar Agaci, Rastgele Orman, Sinir aglari, Bayesian Aglar1 vb.
(Taiwo, 2010)

Makine dgrenmesinde siniflandirici olarak ¢aligmanin uygulama asamasinda kullanilan algoritmalarin 6zellikleri
ilgili bilgiler asagida verilmektedir.

. Lojistik regresyon, olusturma amaciyla siif kullanan ve tek bir tahminciyle tek bir multinomial lojistik
regresyon modeli kullanan bir simniflandirma islevidir. Lojistik regresyon genellikle sinirdan, belirli bir uzaklikla
siniflamaktadir. Bu veri seti daha biiyiik oldugunda u¢ noktalara (0 ve 1) dogru daha hizli hareket eder. Lojistik
regresyonu siniflandirmada iistiin yapan, olasiliklar hakkindaki bu ifadelerdir. Daha gii¢lii, daha ayrintili tahminler
yapar ve farkli sekilde yenilenebilirdir ancak bu giiclii tahminler yanlis ¢ikma ihtimali de olabilir. Lojistik
regresyon, Siradan En Kiigiik Kareler (OLS) regresyonu gibi bir tahmin yaklasimidir. Bununla birlikte, lojistik
regresyon ile tahmin, ikili bir sonugla sonuglanir (Newsom, 2015). Lojistik regresyon, uygulamali istatistik ve
kesikli veri analizi i¢in en yaygin kullanilan araglardan biridir. Lojistik regresyon dogrusal enterpolasyondur
(Lojistik regresyon, 2023)

. Naive Bayesian Aglari, Bunlar, yalnizca bir ebeveyni (gézlemlenmemis diigiimii temsil eden) ve birkag
cocugu (gozlemlenen diigiimlere karsilik gelen) olan yonlendirilmis grafiklerden olusan ve ebeveynleri
baglaminda ¢ocuk diigiimler arasinda gii¢lii bir bagimsizlik varsayimi olan ¢ok basit Bayes aglaridir (Good, 1951).
Bu nedenle, bagimsizlik modeli (Naive Bayes) tahmin etmeye dayanmaktadir (Nilsson, 1965). Bayes
siiflandiricilari genellikle diger daha sofistike 6grenme algoritmalarindan daha az dogrudur, ancak Domingos ve
Pazzani (1997) Naive Bayes siiflandiricisinin standart kiyaslama veri kiimelerinde karar agaci, drnek tabanl
o0grenme ve kural i¢in son teknoloji algoritmalarla genig 6l¢ekli bir karsilastirmasini yapmis ve dnemli 6zellik
bagimliliklar1 olan veri kiimelerinde bile bazen diger 6grenme semalarindan daha iistiin oldugunu bulmustur.

. Destek Vektor Makineleri, yeni denetimli makine 6grenme tekniklerindendir (Vapnik, 1995). Destek
Vektor Makinesi modelleri, klasik ¢ok katmanli algilayict sinir aglariyla yakindan iliskilidir ve iki veri sinifini
aytran bir hiper diizlemin her iki tarafindaki marj kavrami etrafinda doner. Marj1 maksimize ederek ayirici hiper
diizlem ile her iki tarafindaki 6rnekler arasinda miimkiin olan en biiyiikk mesafeyi yaratmanin beklenen genelleme
hatasinda bir {ist sinir1 azalttigi kanitlanmigtir (Kotsiantis, 2007).

. Karar Agaclari, ornekleri ozellik degerlerine gore siralayarak smiflandiran agaclardir. Bir karar
agacindaki her diigliim, siniflandirilacak bir drnekteki bir 6zelligi temsil eder ve her dal diigiimiin alabilecegi bir
degeri temsil eder. Ornekler kok diigiimden baslayarak siniflandirilir ve ozellik degerlerine gore siralanir
(Kotsiantis, 2007). Veri madenciligi ve makine 6greniminde kullanilan karar agac1 6grenimi, bir 6ge hakkindaki
gozlemleri 6genin hedef degeri hakkindaki sonuglarla eslestiren bir tahmin modeli olarak bir karar agaci kullanir.
Bu tiir aga¢ modelleri i¢in daha agiklayict olanlar siniflandirma agaclart veya regresyon agaglaridir [20]. Karar
agac1 smiflandiricilart genellikle bir dogrulama kiimesi kullanilarak budandiklar1 ic¢in karar agaclarinin
performansini degerlendiren budama sonrasi teknikleri kullanir. Herhangi bir diigim kaldirilabilir ve kendisine
siralanan egitim 6rneklerinin en yaygin sinifina atanabilir (Kotsiantis, 2007).

. J48, aga¢ olusturmak i¢in kullanilan bir siniflandirict olup herhangi bir kod gerektirmez. Bir agac
olustururken, J48 eksik nitelikleri reddeder, yani diger kayit i¢in karakteristik niteliklere odaklanilarak bu seylerin
kalitesinin tahmin edilebilecegi diisiiniiliir. J48 smniflandiricis1 agirliklandirma yardimiyla yiiksek dogruluga
sahiptir (Patil ve Barkade, 2018).

4. Isletmelerde Finansal Basarisizhk Riski Ongoriisiinde Makine Ogrenmesi Uygulamasi

4.1. Arastirmanin Amaci, Kapsami ve Kisitlari

Bu calismada isletmelerin finansal basarisizlik riski ile ilgili tahminin yapay zekd tekniklerinden makine
ogrenmesi kullanilarak yapilmasinin sonuglari arastirilmistir. Bu kapsamda, Borsa Istanbul Ulusal Pazar’da yer
alan 14 ve yakin izleme (gozalt1) pazarindaki 14 firmanin 2022 yili 12 aylik gelir tablolart ve bilangolar1
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kullanilmig makine 6grenmesi yontemlerinden faydalanilmistir. Bu sirketlerin mali tablolar1 kullanilarak elde
edilen veriler ile, makine 6grenmesi uygulama modellerinden hangisinin daha iyi siniflandirma dogrulugu
sagladigi arastirilmigtir. Ayrica 2022 yilinda yakin izleme pazarinda yer alan bir sirketin sonraki sene i¢in finansal
durumunun makine grenmesi ile 6ngoriisiiniin miimkiin olup olmadig: test edilmistir.

Yapilacak egitim ve test faaliyetlerinden anlamli sonuglar ¢ikarabilmek igin ¢aligmadaki veri setinde kullanilacak
sinif eleman sayilarinin esit olmasi gerekir. Bu ¢alismada karsilasilan en 6nemli kisitlar gézalti pazarindaki firma
sayisinin 14 adet olmasi nedeniyle, ulusal pazardaki firmalardan da 14 adet se¢ilmesi, dolayisiyla kullanilan veri
setinin toplam 28 firmayla siirli olmasidir. Diger kisitlar da analizde kullanilan veri setinin yalnizca bir yillik
verilerden olugsmamasi ve ayrica tiim algoritmalarin sinanmamasidir.

4.2. Verive Yazilim

Amacimiza yénelik olarak oncelikle, 2022 yilinda Yakin Izleme Pazar1’ nda (gozalt1 pazari) ve Ulusal Pazar’da
yer alan, banka vb. haricindeki sirketlerden unvan sirasina gore ilk 14 sirketin 2022 yili yillik finansal verileri
(Kamu Aydinlatma Platformu, 2023) web sayfasindaki bilango ve gelir tablolarindan elde edilmistir. Modelin
anlamli olabilmesi igin her iki grubun esit sayida olmas1 gerekmektedir. Bu nedenle ulusal pazarda yer alan firma
sayis1 14 ile sinirlandirilmistir. Her iki grup firmanin listesi Tablo 1°de sunulmustur.

Tablo 1. Mali Tablolar1 Kullanilan Firmalar

Ulusal Pazar’daki Firmalar Yakin Izleme Pazarindaki Firmalar
1 Afyon Cimento Sanayi T.A.S. 1 Atlantis Yatirim Holding A.S.
2 Ahlatc1 Dogal Gaz Dagitim Enerji ve 2 Birko Birlesik Koyunlulular Mensucat Ticaret ve
Yatirim A.S. Sanayi A.S.
3 Akcansa Cimento Sanayi ve Ticaret A.S. 3 Birlik Mensucat Ticaret ve Sanayi Isletmesi A.S.
4 Aksa Akrilik Kimya Sanayii A.S. 4 Casa Emtia Petrol Kimyevi ve Tiirevleri Sanayi
Ticaret A.S.
5 Alcatel Lucent Teletag Telekomiinikasyon 5 Cosmos Yatirim Holding A.S.*
A.S.

6 Altinyag Madencilik ve Enerji Yatirimlar 6 Diriteks Dirilis Tekstil Sanayi ve Ticaret A.S.
Sanayi ve Ticaret A.S.

7 Anadolu Isuzu Otomotiv Sanayi ve Ticaret 7 Ekiz Kimya Sanayi ve Ticaret A.S.
AS.
8 Argelik A.S. 8 Eminis Ambalaj Sanayi ve Ticaret A.S.
9 Arena Bilgisayar Sanayi ve Ticaret A.S. 9 Kervansaray Yatirim Holding A.S.
10 Aselsan Elektronik Sanayi ve Ticaret A.S. 10  Kuvva Gida Ticaret ve Sanayi Yatirimlart A.S.
11 | Aydem Yenilenebilir Enerji A.S. 11 | Mmc Sanayi ve Ticari Yatirimlar A.S.
12 | Ayen Enerji A.S. 12 | Otto Holding A.S.
13 | Aygaz A.S. 13 Senkron Siber Giivenlik Yazilim ve Bilisim
Coziimleri A.S.
14 Aztek Teknoloji Uriinleri Ticaret A.S. 14  Zedur Enerji Elektrik Uretim A.S.*

Kaynak: (BIST Sirketleri, 2023),
*(2023’te Yakin izleme Pazarindan Ana Pazara Gegen Sirket)

Calismada analiz ve deney yazilimi olarak agik erigimli Weka programi kullanilmistir. Weka, Yeni Zellanda’daki
Waikato Universitesi tarafindan Waikato Environment for Knowledge Analysis adi ile gelistirilmis yazilimdir.
Sistem java programlama dili ile yazilmis ve GNU lisans1 ile dagitilmaktadir. Weka yazilimi birgok isletim sistemi
altinda calisabilir. Platformdan bagimsizdir. Tek bir ara yiizde ¢ok sayida 6grenme algoritmasini saglamaktadir
(Waikato, 2023).

4.3. Uygulama

2022 yilinda BIST Yakin izleme Pazari’nda 14 adet firma yer almaktadir. Bu 14 firma ile Ulusal Pazar’daki 14
firma arastirmaya dahil edilmistir. Arastirma kapsamina alman toplam 28 firmanin bilango ve gelir tablosu
verilerinden yararlanarak anlamli 6znitelikler olusturmada kullanilan finansal oranlar Tablo 2’de agiklanmaktadir.

Tablo 2. Oznitelik Cikariminda Kullanilan Finansal Oranlar

1 Cari Oran Doénen Varliklar / Kisa Vadeli Yabanci Kaynak

2 Dénen Varliklar / Aktif

3 Likit Oran (Donen Varliklar - Stoklar) / Kisa Vadeli Yabanci Kaynak
4 Nakit Oran Hazir Degerler / Kisa Vadeli Yabanci Kaynak
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11
12
13
14
15
16
17
18
19
20
21
22
23
24

25
26

27
28
29
30
31
32
33
34
35
36
37
38
39

40
41

42
43

Aktif Karlilik

Briit Esas Faaliyet Kar Marji
Esas Faaliyet Kar Marji
FAVOK Marji

Net Kar Marji

Ozsermaye Karlilig:
VAFOK Marji

Finansman Gideri / Net Satis
Firma Degeri / Defter Degeri
Firma Degeri / FAVOK
Firma Degeri / Net Satis

FK (Fiyat Kazang)

Piyasa Degeri / FAVOK
Piyasa Degeri / Aktifler
Piyasa Degeri / Defter Degeri
PD / Net Satis

Aktif Biiyiime

Net Satiglar Biiyiime
Ozsermaye Biiyiimesi

ROIC

Bor¢ Kaynak Oran

Net Satiglar / Kisa Vadeli
Borglar

Stoklar / Dénen Varliklar

Net Borg / Aktifler

FAVOK / Kisa Vadeli Borglar
FAVOK / Mali Borglar

Kisa Vadeli Borg / Aktif

Net Satiglar / Kisa Vadeli Borg
Ozsermaye / Aktifler

Toplam Borg / Ozsermaye
Aktif Devir Hizi

Alacak Devir Hiz1

Alacak Tahsil Siiresi

Donen Varliklar Devir Hizi
Duran Varliklar Devir Hizi
Sektorel

Nakit Dondiirme Siiresi

Ozsermaye Devir Hizi
Stok Devir Hizi
Ticari Borg Devir Hizt

Kaynak: (Cabuk ve Lazol, 2011)
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Net Kér / Varliklar

Briit Esas Faaliyet Kar1 / Hasilat

Esas Faaliyet Kar1 / Hasilat

Faiz Vergi Oncesi Kar / Hasilat

Net Kar / Hasilat

Net Kar / Ozsermaye

Vergi Amortisman Faiz Oncesi Kar / Hasilat

Hisse Senedi Fiyati / Hisse Senedi Bagina Kar

Hisse Senedi Piyasa Degeri / Hisse Senedi Defter Degeri

Hisse Senedi Piyasa Degeri / Net Satis

2. Y1l Toplam Varliklar / 1. Y1l Toplam Varliklar

2. Y1l Net Satislar / 1. Y1l Net Satiglar

2. Yil Toplam Ozsermaye / 1. Y1l Toplam Ozsermaye
Siirdiiriilen Faaliyetler Vergi Sonrasi1 Kar1 / (Donen Varliklar -
Kisa Vadeli Yabanci Kaynak -Nakit ve Benzeri + Maddi Duran
Varliklar)

Toplam Borglar / Toplam Kaynaklar

Net Satiglar / Ortalama Varliklar
Ortalama Ticari Alacak / Net Satiglar
365 / Alacak Devir Hiz1

Net Satiglar / Ortalama D6nen Varliklar
Net Satiglar / Ortalama Duran Varliklar

(Satislarin Maliyeti / Ortalama Stok) + (Ticari Alacaklar / Giinlik
Satiglar) — (Ticari Borglar / Giinliik Satislarin Maliyeti)

Net Satiglar / Ortalama Ozsermaye

Satilan Mal Maliyeti / Ortalama Stoklar

(Satilan malin Maliyeti +DS Stok- DB Stok) / Ortalama Ticari
Borglar

Ancak hesaplamalarda kullanilan sirket verilerinden pay ya da paydada bir veya daha fazla verinin bulunmamasi
nedeniyle, baz sirketlerin siitunlarindaki bazi 6znitelikler hesaplanamamistir. Dolayisiyla mevcut veri setine veri
temizleme islemi uygulanmis ve eksik Oznitelik degerleri yerine o Ozniteligin ortalama degeri kullanilarak
siitunlarda eksik veri bulunmamasi saglanmustir. (Istatistik Sitesi, 2023).

Sirketlerin yakin izleme pazarinda islem gérmesine asagidaki kosullarda karar verilmektedir (Para Limani, 2014):

durumlarin ortaya ¢ikmasi,

Hisse senetleri Borsa'da islem goren sirketler ve/veya hisse senetleri islemleri ile ilgili olarak olagandisi
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° Hisse senetleri Borsa'da iglem goren sirketler tarafindan kamunun zamaninda, tam ve siirekli olarak
aydinlatilmasinda ve mevcut diizenlemelere uyum konusuna gerekli 6zenin gdsterilmemesi,

° Yatirimetlarin haklarmin korunmasi ve kamu yarar1 geregi hisse senetlerinin Borsa kotundan ve/veya
islem gordiigii pazardan gegici ya da siirekli ¢ikarilmasi sonucunu dogurabilecek gelismelerin olusmasi durumunda
sirket Yakin Izleme Pazarinda islem goriir.

Tablo 3’te sunuldugu iizere calismamizda kullandigimiz Ulusal Pazar’da yer alan her bir sirketin 6znitelikleri veri
tabanina aktarilarak tiim sirketler i¢in bir satir veri tabaninda olusturulmustur. Satirlardaki tiim siitunlar
hesaplanmig bu oranlara sahiptir. Ayrica bu siitunun kesistigi her bir satir ayr1 bir sirketin bu degiskene ait verisini
gostermektedir. Tablo 4’te ise Gozalt1 Pazari’nda yer alan tiim sirketler i¢in hesaplanan 6znitelikler veri tabanina
aktarilmig ve yine her sirketin veri tabaninda bir satir1 olusturulmustur. Boylece eksiksiz veri seti Weka
programinda kullanima hazirlanmistir. Hazirlanan bu veri seti Weka programindaki pek ¢ok teknikle birlikte 10-
kat ¢apraz dogrulama (10 fold) egitim ve test kiimesi yontemleri kullanilarak smnanmigtir. Her bir algoritma igin
egitim ve test kiimeleri ayr1 ayn test edilmis ve siniflandiricilarin dogru simiflandirma yiizdesi belirlenmistir.
Ardindan siniflandiricilarin bu basari oranlari karsilagtirilmistir. Sonug olarak, yapilan analizde hangi teknigin
daha yiiksek dogrulukta simiflandirma yaptigi, dolayistyla bu tekniklerden hangisinin daha iyi sonug verebildigi
ortaya ¢ikarilmaktadir.
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Tablo 3. Ulusal Pazar’da Yer Alan Firmalarin Oznitelik Verileri

Oranlar

Firmalar
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4
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0
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8
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3
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5
13,
0
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21,
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2
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12,
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Tablo 4. Ulusal Pazar’da Yer Alan Firmalarin Oznitelik Verileri (Devam)

Oranla

Firmalar

r
1

B 0 e DN e e e O

23

42,5
29,2

137,
102,

64,8

74,2
143,
28,7
20,8
55,1
74,2
144,
186,
5

226,

26

420,
295,

309,
340,

384,

307,
215,
223,
390,
152,
307,
7

401,
656,

570,
6

27

17,
4
1,1

22,
0
35,
7
18,
0

0,3

30,
2
31,
8
21,
6
32,
9
0,3

0,0

31,
4
27,
5

28

13,
5
18,
2
48

6,2

25,
7
32,
7
35

20,
4
43

6,8

32,
7
19,
7
10,
4
6,1

29

116,

20,1

46,6
76,9

82,2

243,
33,9
19,8
13,9
40,8
243,
158,
9,4

85,7

30

391,7

124,2

105,8
165,0

1791,

28,0
91,3
36,3
45,2
211,4
28,0
86,0
31,2

179,1

31
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22,
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Tablo 4. Yakin Izleme Pazari’nda Yer Alan Firmalarin Oznitelik Verileri

Oranl

Firmalar
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Tablo 4. Yakin Izleme Pazari’nda Yer Alan Firmalarmn Oznitelik Verileri (Devam)

Oranlar

Firmalar

1

10

11

12

13

14

23
236,5

325,8

5,5
1482
208,3
40,1

1,7

107,0
0,0

215,0

24

25
55,3
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4,1

1164
14,2
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611
393,3
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0,0
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0,4
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0,3

6,5
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4.4. Bulgular

Tablo 5’te Weka programinda ulasilan sonuglarda yer alan “dogru pozitif”, “yanlis pozitif”’, “dogru negatif” ve
“yanlis negatif” degerleri gosterilmektedir. Caligmada yer alan hata matrislerinde de goriilecegi iizere “a” sinifi
ulusal pazar sirketlerini, “b” sinifi ise gozalti pazari sirketlerini temsil etmektedir. Sonug olarak ulusal pazarda
siniflandirilmasi gerekli bir sirket ulusal pazarda smiflandirilmigsa “Dogru Pozitif’, ama ayni sirket gdzalti
pazarinda smiflandirilmis ise “Yanlis Pozitif” siniflandirilmis olur. Diger yandan gozaltt pazarinda
siniflandirilmasi gereken bir sirket gézalti pazarinda smiflandirilmissa “Dogru Negatif”’, ama ayn sirket ulusal

pazarda smiflandirilmissa “Yanlig Negatif” olarak smiflandirilmistir (Kirlioglu ve Ceyhan, 2014, s.27).

Tablo 5. Hata Matrisi (Confusion Matrix)

TAHMIN EDILEN
E Pozitif Siniflama Negatif Siniflama
g Pozitif Dogru Pozitif a=a Yanlis Negatif a=b
=
g Negatif Yanlis Pozitif b=a Dogru Negatif b=b
=
Q

Calismada bir¢cok siniflandirict ve test teknigi kullanilmig ve yliksek dogruluk saglayan teknikler ortaya
cikarilmistir. Veri seti, 10-kat capraz dogrulama teknigi ile egitilmis ve yiiksek dogruluk saglayan tekniklerin
sonuglart Tablo 6’da sunulmustur.

Tablo 6. Smiflandirma Algoritmalariin Bagar1 Durumu Karsilastirmasi

Siniflandirici Naive J48 Random  Classification Random
Bayes Forest Via Tree
Regression

Test Modu 10-Fold 10-Fold 10-Fold 10-Fold 10-Fold
Dogru Pozitif 13 14 14 13 12
Dogru Negatif 9 9 12 11 11
Yanhs Pozitif 5 5 2 3 3
Yanhs Negatif 1 0 0 1 2
Dogru Smiflandirilan Ornek 22 23 26 24 23
Sayisi
Yanhs Siniflandirilan Ornek 6 5 2 4 5
Sayisi
Dogru Siniflandirma Oram (%) 78,57 82,14 92,86 85,71 82,14
Yanhs Siniflandirma Oram (%) 21,43 17,86 7,14 14,29 17,86
Kappa statistic 0.5714 06420 08571 0.7143 0.6429
M ETNEL IO 0.2143 02121 02679 02694 0.1786
Root mean squared error 04629 04148 0,3093 0,3575 0,4226
Relative absolute error %42,40 %4196  %53,01 %53,87 %35,34
Root relative squared error %91,56 %8204  %61,18 %71,49 %83,58

Elde edilen bu sonuglara gore;
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NaiveBayes algoritmasi ve 10 kat ¢capraz dogrulama teknigi uygulandiginda, veri setinde 13 adet “dogru pozitif”
seklinde smiflandirilan, 9 adet “dogru negatif’ seklinde siniflandirilan, 5 adet “yanlis pozitif” seklinde
siniflandirilan ve 1 adet “yanlis negatif seklinde” siniflandirilan 6rnek bulunmustur. Toplamda 22 adet dogru
siniflandirilan ve 6 adet ise yanlis siniflandirilan 6rnek sayisina ulasilmistir. Sonug olarak modelin dogru
siniflandirma oran1 %78,57 olarak hesaplanmuistir.

Diger algoritmalarin sonuglar1 asagida verilmistir:

J48 algoritmasi ve 10 kat capraz dogrulama teknigi kullanildiginda, toplam 23 adet dogru siniflandirilan ve toplam
5 adet yanlig siniflandirilan 6rnek sayisi elde edilmistir. Sonug olarak modelin dogru siniflandirma orani %82,14
olarak bulunmustur.

RandomForest algoritmasi ve 10 kat capraz dogrulama teknigi kullanildiginda, toplam 26 adet dogru siniflandirilan
ve toplam 2 adet yanlig siniflandirilan 6rnek sayisi elde edilmistir. Sonug olarak modelin dogru siiflandirma orani
%92,86 olarak bulunmustur.

ClassificationViaRegression algoritmasi ve 10 kat capraz dogrulama teknigi kullanildiginda toplam 24 adet dogru
siniflandirilan, toplam 4 adet ise yanlis siniflandirilan 6rnek sayisi elde edilmistir. Sonug olarak modelin dogru
siniflandirma orani %85,71 olarak bulunmustur.

RandomTree algoritmasi ve 10 kat ¢apraz dogrulama teknigi kullanildiginda ise toplam 23 adet dogru
siniflandirilan, toplam 5 adet ise yanlig siniflandirilan 6rnek sayisi elde edilmistir. Sonug olarak modelin dogru
siniflandirma orani %82,14 olarak bulunmustur.

Buna ilaveten 2023 yilinda yakin izleme pazarindan ana pazara ¢ikan bir firma i¢in, 2022 yili verileri egitim seti
olarak kullanilmis ve finansal durumunun tahmini islemi yapilmistir. Tablo 7°de goriilecegi iizere ilgili firmanin
finansal oranlar1 hesaplanarak 6znitelik verileri elde edilmistir.

Tablo 7. 2023 Yilinda Ana Pazara Cikan Zedur Firmasinin Oznitelik Verileri

Sira Deger Sira Deger Sira Deger Sira Deger Sira Deger
1 0,66 2 4,57 3 0,57 4 8,66 5 4,77

6 30,54 7 18,6 8 47,77 9 16,45 10 8,08
11 57,16 12 43,51 13 4,08 14 62,08 15 30,63
16 56,17 17 55,26 18 2,16 19 3,63 20 27,26
21 62,21 22 -4,94 23 66,55 24 2,05 25 39,94
26 56,52 27 9,47 28 26,72 29 56,13 30 19,17
31 6,93 32 113,76 33 59,63 34 66,98 35 0,1

36 4,72 37 77,33 38 1,78 39 32,78 40 39,57
41 0,17 42 29,38 43 7,27

Yapilan test isleminin ardindan ortaya ¢ikan sonuglar Tablo 8’de verilmistir.

Tablo 8. Zedur Firmast ile Tlgili Siniflandirma Basarist

Siniflandirici NaiveBayes

Test Modu User supplied
Dogru Pozitif 1
Dogru Negatif 0
Yanhs Pozitif 0
Yanhs Negatif 0
Dogru Smiflandirilan Ornek Sayisi 1
Yanhs Smiflandirilan Ornek Sayisi 0
Dogru Smiflandirma Oram (%) 100
Yanlhs Siniflandirma Orani (%) 0
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Kappa statistic

Mean absolute error (1)
Root mean squared error 0
Relative absolute error 0
Root relative squared error 0

Elde edilen bu sonuglara gore; NaiveBayes algoritmasi ve 10 kat capraz dogrulama teknigi uygulandiginda 2023
yilinda yakin izleme pazarindan ¢ikmis oldugu %100’ liik bir basari ile tespit edilmektedir.

5. Sonug¢ ve Degerlendirme

Yapay zeka teknolojileri hizla yayginlagmakta ve hayatin hemen hemen her alaninda kendine yer bulmaktadir.
Finans disiplininde 6ngorii modelleri, basta yatirimeilar olmak tizere finans diinyasindaki tiim aktorler i¢in oldukga
onemlidir. Yapay zeka finansal tahminlemeyi olduk¢a gelismis matematiksel modeller {izerinden yapmaya olanak
vermektedir. Ozellikle 2016 yilindan itibaren arastirmacilarin bu alana yénelimlerinin artigimi ve yapay zeka
teknolojilerinin finansta, portfoy yonetimi, kredi risk yonetimi, algoritmik ticaret ve davranissal finans alanlarinda
siklikla kullanilmaktadir (Demirci, 2023).

Makine Ogrenmesi ise son donemde ortaya c¢ikmis, ham veriden kullanilabilir bilgi ortaya ¢ikaran gozde
konulardan biridir. Giderek global kdy haline gelen diinyada her giin sayisiz veri ortaya ¢ikmaktadir. Bu yiizden
makine dgrenmesi teknikleri ile islenmis veriler elde etmek ve faydalanabilecegi bilgilere ulasmak her firmanin
arzusudur. Biiyiik veri, nesnelerin interneti, bulut bilisim ve diger fikir ve teknolojiler sosyal hayata entegre
edildikge, biiyiik veri teknolojisi kurumlarin finansal verilerini islemelerini gelistirebilir. Ayni1 zamanda, isletmeler
arasindaki rekabetin siddetlenmesiyle birlikte, yatirimcilar ve isletmeler finansal sikint1 uyarilarinin kurumsal
yonetimdeki roliine daha fazla 6nem vermislerdir.

Buradan hareketle aragtirmada igletmelerin finansal durumlarinin tespitinde yapay zeka tekniklerinden veri
madenciliginin kullanimi iizerine bir analiz yapilmustir.

Aragtirmanin uygulama asamasinda, 2022 yilinda Borsa Istanbul’da yakin izleme pazarinda bulunan 14 sirketin
finansal tablolar ile ulusal pazarda yer alan 14 firmanimn finansal tablolart kullanilmistir. Elde edilen ham
verilerden oncelikle 43 adet finansal oran hesaplanmis, ardindan bunlar acik erisim makine 6grenmesi programi
olan Weka’da kullanilabilecek 6znitelik verilerine doniistiiriilerek arff dosyasi sekline getirilmistir. Bu veriler,
Naive Bayes, J48, Random Forest, Classification Via Regression, Random Tree algoritmalar1 ile 10 kat ¢apraz
dogrulama teknigiyle test edilmistir. En yiiksek dogru siniflandirma oranina yiizde 92,86 basar1 oraniyla, Random
Forest algoritmas1 ve 10 kat ¢apraz dogrulama teknigi ile ulasilmigtir. Daha sonra sirasityla, Yiizde 85,71 ile
regresyon, yiizde 82,14 ile hem J48 hem de Random Tree ve yiizde 78,57 ile Naive Bayes siniflandirma basarisi
gostermistir.

Ayrica, 2023 yilinda yakin izleme pazarindan ana pazara ¢ikan bir firmanin finansal durumunun tahmini igin
yapilan testte, 2022 yil1 verileri egitim seti olarak kullanilarak gergeklestirilmis. Sonug olarak yiizde yiiz oraninda
dogru tahmin basarisi saglanmastir.

Dolayisiyla herhangi bir sirketin finansal sikint1 igerisine girip girmeyecegi hakkinda tahminde bulunulacaksa,
yine bir sirketin yakin izleme pazarmma alinip alinmayacagi ya da normal pazara donip donmeyecegi
sorgulaniyorsa veri madenciliginin kullanilmasi yerinde olacaktir.

Calismamizda ii¢ 6nemli kisit bulunmaktadir. Bunlardan birincisi, ¢aligmada kullanilan veri setinin sadece
sirketlerin 2022 yil1 12 ayhik mali tablolarindan elde edilmesidir. Ikincisi, ¢alismada kisith miktarda algoritma
kullanilmistir. Ugiincii kisit ise arastirmanin yapildigi dénem itibariyle gozalti pazarinda sadece 14 firma
bulundugu i¢in, ulusal pazarda da 14 firmanm mali tablolar1 kullanilmak zorunda kalinmistir.

Bu c¢alisma kisitlarini elimine etmek amaciyla yapilacak arastirmalarda, veri setini olustururken nesnelerin
interneti ve sosyal medya araglarinin kullanilmasiyla beraber ortaya ¢ikan biiylik veri kullanilabilir, ayrica daha
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uzun zaman araliklar1 ve farkli pazarlar ele alinabilir, diger algoritma ve teknikler de kullanarak caligma
genisletilebilir.
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